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BAB I
PENDAHULUAN



1.1 Latar Belakang Masalah
	Metode Convolutional Neural Network (CNN) berkembang pesat dalam bidang visi computer dan kecerdasan buatan. Metode ini berisi banyak lapisan untuk secara otomatis mengekstraksi fitur gambar yang berguna dan mengeksploitasi fungsi softmax  untuk klasifikasi. Namun, classifier softmax sering menunjukkan kinerja prediksi yang rendah (Kaiming et al.,2015). Selain itu, ketepatan yang lebih tinggi yang diperoleh oleh CNN juga berarti struktur yang lebih dalam, lebih banyak parameter pembelajaran, dan jumlah data pelatihan yang lebih besar, yang mengarah ke biaya peningkatan kompleksitas pelatihan. Selain itu, karena kedalaman yang terlalu tinggi dapat merusak akurasi, meskipun ukuran lebar / filter tidak berubah, struktur yang lebih dalam tidak selalu menjamin hasil yang lebih baik, yang telah divalidasi oleh banyak eksperimen (Yushi et al.,2017). Berbanding terbalik dengan metode CNN, metode Biomimetic Pattern Recognition (BPR), memanfaatkan pengetahuan sebelumnya dan hubungannya dengan suatu sampel dalam kelas yang sama. Sehingga menghemat waktu dan komputasi dalam proses pengenalan. 

1.2 Rumusan Masalah
Berdasarkan latar belakang yang telah disampaikan sebelumnya, maka rumusan permasalahan pada penelitian ini adalah sebagai berikut :
1. Bagaimana membangun model pengenalan wajah dengan metode CNN sebagai pengekstraksi fitur dan BPR sebagai metode klasifikasi?
2. Bagaimana kinerja yang dihasilkan pada pengenalan wajah berbasis BPR dan CNN?

1.3 Batasan Masalah
Untuk menghindari agar pembahasan tidak menyimpang dari rumusan masalah maka penulis membatasi penelitian ini hanya membahas tentang bagaimana mengembangkan pengenalan wajah menggunakan metode CNN untuk ektraksi fitur dan pengklasifikasian sampel menggunakan metode BPR. Dan dataset yang digunakan adalah Labeled Face In The Wild (LFW).

1.4	Tujuan Penelitian
1. Mengembangkan metode BPR yang dikombinasikan dengan metode CNN.
2. Meningkatkan kinerja pengenalan wajah dengan gabungan metode BPR dan CNN.
3. Menguji keefektivitasan dari metode gabungan yang diusulkan.

1.5	Manfaat Penelitian
		Berdasarkan latar belakang masalah yang sudah dijelaskan, maka manfaat penelitian ini adalah.
1. Menghasilkan metode hybrid CNN dan BPR
2. Menghasilkan analisis efektivitas dari penggabungan metode CNN dan BPR		

1.6	Sistematika Penulisan
		Untuk mempermudah dalam penyusunan proposal tesis dan memuat uraian secara garis besar isi dari setiap bab, maka dibuatlah sistematika penulisan:

	1. 	BAB I - PENDAHULUAN
		Bab ini membahas tentang latar belakang, rumusan masalah, batasan  masalah, tujuan dan manfaat penelitian, metodologi penelitian dan sistematika penulisan.



	2.	BAB II - TINJAUAN PUSTAKA
		Pada bab ini memuat teori-teori, tinjauan pustaka serta penelitian terdahulu  yang berhubungan dengan penelitian, digunakan sebagai bahan pendukung dari penulisan proposal tesis ini.

	3.	BAB III – METODOLOGI PENELITIAN
		Bab ini berisi penjelasan secara bertahap dan terperinci tentang langkah-langkah (metodologi) yang digunakan untuk membuat kerangka berfikir dan kerangka kerja dalam meyelesaikan proposal tesis.





BAB II
TINJAUAN PUSTAKA



2.1 Penelitian Terkait
2.1.1 Convolutional Neural Network (CNN)
	Metode deep learning menjadi topik yang menarik dalam bidang pengenalan pola. Pada pengenalan wajah, salah satu metode deep learning yang banyak digunakan adalah (CNN). Selain klasifikasi, metode ini banyak dimanfaatkan untuk ekstraksi fitur (Zhou et al.,2017). Paper-paper yang mengimplementasikan Convolutional Neural Network metode ini diantaranya;  penelitian yang menggabungkan fungsi sensitifvitas dan fungsi cost dari CNN (sensitive Convolutional Neural Network) (Amin et al.,2017). Fungsi cost yang diusulkan dalam CNN memiliki bagian sensitivitas di mana kesalahan konvensional dibagi oleh turunan dari fungsi aktivasi, dan kemudian kesalahan total diminimalkan dengan metode gradien keturunan selama proses pembelajaran.
Huiying et al et al (2017) mengusulkan Convolutional Neural Network (CNN) yang dibangun dalam dua model yaitu CNN-1 (two convolutional layers) and CNN-2 (one convolutional layer) . Kedua model ini kemudian diterapkan ke beberapa metode diantaranya Fisherface, Linear Regression Classification (LRC), dan Kernel Eigenfaces. Pengembangan metode ini diterapkan pada pemodelan wajah 2D dan 3D.
Sistem verifikasi wajah terenkripsi untuk memastikan keamanan dan akurasi sistem yang diusulkan Yukun et al (2017). Dalam penelitian ini, fitur wajah diekstrak menggunakan deep neural network dan kemudian dienkripsi dengan algoritma Paillier dan disimpan dalam satu set data. Kerangka kerja dari keseluruhan sistem melibatkan tiga pihak: klien, server data, dan server verifikasi. 



2. 
3. 
3.1. 
3.2.1 
3.2.1 Biomimetic Pattern Recognition
	Metode BPR dapat dimanfaatkan untuk pengenalan wajah tersamar seperti yang diusulkan oleh  Yikui et al (2013). Dalam penelitian ini identifikasi wajah tersamar (penyamaran wajah), memanfaatkan hyper sausage neuron dari BPR untuk membangun cakupan geometri dimensi tinggi dari kelas-kelas yang berbeda yang membuat penggunaan penuh karakteristik berkelanjutan dari fitur wajah kelas yang berbeda. Local Phase Quantization (LPQ) digunakan untuk mengekstrak fitur statistik fase yang kuat untuk mode terselubung.

2.2 Pustaka
2.2.1 Convolutional Neural Network
[image: ]CNN adalah jenis jaringan saraf dalam yang mempelajari variasi dari dataset tanpa pengetahuan sebelumnya (Ping et al.,2017).  CNN telah mencapai sukses yang besar dalam bidang visi computer, dan telah banyak digunakan dalam berbagai bidang, serta dikembangkan dan dikombinasikan dengan berbagai metode (Yandong, et al.,2016).







Gambar 1. Arsitektur Convolutional Neural Network

2.2.2 Biomimetic Pattern Recognition
	BPR dikembangkan oleh Shou-jue  seorang akademisi pada tahun 2002. Pengenalan pola ini bekerja pada prinsip homology continuity yang mengasumsikan anggota kelas terhubung dengan cara evolusi bertahap atau perbedaan antara elemen-elemen kelas yang sama secara berangsur-angsur berubah,  dan hetergenous similiarity atau dengan kata lain sifat turunan dari suatu sampel dengan sampel lain yang telah tersimpan (Yikui et al.,2013).




[image: ]



Gambar 2. Skema diagram kerja BPR dengan metode lain

Pada gambar diatas lingkaran kecil merupakan sampel yang akan dikenali, sedangkan segiempat dan segitiga mewakili sampel yang akan dibedakan dari lingkaran. Garis polygonal menunjukkan batas klasifikasi dari jaringan Backpropagation (BP), lingkaran besar menunjukkan fungsi dasar Radial Basis Function (RBF), dan bentuk elips panjang mewakili metode Biomimetic Pattern Recognition (BPR).

BAB III
METODOLOGI PENELITIAN



4. 
5. 
3.1. Pendahuluan
Bab ini memaparkan keseluruhan proses sebagai acuan untuk mencapai tujuan dari penelitian dalam Bab 1, serta tinjauan pustaka yang berisi konsep dan penjelasan penelitian dalam Bab2.

3.2. Metode Yang Diusulkan
[image: ]Gambar 3 menunjukkan proses pengenalan wajah dengan metode CNN dan BPR. Prosedur utama terbagi menjadi dua : ekstraksi fitur dan pengenalan data. Tahap ekstraksi fitur dikembangkan dengan metode CNN, dan pengenalan dikembangkan dengan metode BPR.






Gambar 3 Skema pengenalan wajah dengan CNN dan BPR

3.2.1 	Dataset
Dataset yang digunakan adalah dataset Labeled Face In the Wild (LFW) (Yin et al.,2018). Dataset ini berisi lebih dari kumpulan 13.000 gambar wajah yang berasal dari web. Dengan variasi, pos, iluminasi yang berbeda. Setiap wajah telah diberi label dengan nama orang yang digambarkan. 1680 orang yang digambarkan memiliki dua atau lebih foto yang berbeda dalam kumpulan data. 



3.2.2 Input Image dan Preprocessing
Tahapan pertama dalam pengenalan wajah adalah input citra. Setelah ada data masukan, data ini akan melewati tahap preprocessing. Dalam tahap ini, citra diolah mulai dari segmentasi citra, konversi citra, tresholding citra grayscale agar diperoleh citra biner, komplemen citra dst.

3.2.3 Esktraksi Fitur Berbasis CNN
	Sebuah arsitektur CNN dengan layer convolutional dan max-pooling digunakan. Setiap node di lapisan output sesuai dengan satu kelas karakter. Setelah pelatihan CNN, hanya parameter dari lapisan yang terhubung sepenuhnya yang tersisa untuk mengekstraksi vektor fitur akhir yang akan diumpankan ke classifier BPR. Untuk mengekstrak fitur berbasis CNN, pelatihan jaringan digunakan terlebih dahulu. Pelatihan CNN terdiri dari dua prosedur utama, yaitu, forward propagation dan backpropagation (Zhou et al.,2017)

3.2.3.1 Forward Propagation
[image: ]Asumsikan lapisan itu 𝑙 adalah lapisan konvolusi dan lapisan 𝑙 − 1 adalah lapisan subsampling atau lapisan input, peta fitur j dari lapisan l dihitung sebagai berikut:

							(1)

di mana 𝑀𝑗 menunjukkan pilihan peta input, "∗" menunjukkan perhitungan konvolusi; esensinya adalah untuk membelitkan konvolusi kernel w pada semua peta fitur terkait dari lapisan 𝑙 − 1; kemudian jumlahkan, bersama dengan bias sebagai input dari fungsi aktivasi dan akhirnya mendapatkan output dari lapisan konvolusi 𝑙. Lapisan penggabungan menghasilkan versi peta masukan yang di-downsampel. Jika ada 𝑁 peta masukan, maka akan ada persis 𝑁 peta output, meskipun peta output akan lebih kecil. Lebih formal,
[image: ]
								(2)

di mana x𝑙 menunjukkan lapisan subsampling 𝑙-th, dan pool (⋅) adalah fungsi penggabungan yang dapat berupa penggabungan maksimum, penyatuan rata-rata, atau pengumpulan stokastik. Setiap peta output diberi bias multiplikasi sendiri 𝛽 dan bias tambahan 𝑏. Prosedur forward propagation terdiri dari konvolusi dan pooling secara bergantian, dan untuk layer koneksi penuh, semua peta output sebelumnya berbelit-belit melalui masing-masing konvolusi kernel dalam lapisan ini.

3.2.3.2 Backpropagation
	Prosedur pelatihan CNN sama dengan model BP. Berikut ini, kita mendefinisikan fungsi kesalahan-kuadrat sebagai fungsi kerugian 𝐸. Untuk masalah multiclass dengan contoh pelatihan,, 𝐸 dapat diberikan sebagai :
[image: ]
								(3)

di mana 𝑛 menunjukkan contoh pelatihan 𝑛-th, 𝑡ˆ𝑛 adalah labelnya, dan 𝑦ˆ𝑛 adalah output. Namun, berbeda dari struktur tunggal BP, ada perbedaan dalam prosedur pelatihan untuk setiap lapisan CNN.	

3.2.4 Klasifikasi Berbasis BPR
Ciri atau fitur yang dihasilkan dari metode ekstraksi dengan CNN selanjutnya akan dan dibandingkan dengan fitur tersimpan yang ada dalam dataset untuk kemudian diklasifikasikan menggunakan metode BPR. Proses utama BPR untuk klasifikasi terdiri dari membangun cakupan geometri yang kompleks dalam ruang berdimensi tinggi dan diskriminasi berdasarkan jarak minimum.

3.3 Jadwal Penelitian
	Penelitian ini dilakukan dari tanggal 11 April – 8 Mei 2017, bertempat di Universitas Sriwijaya Kampus Palembang.
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CNNs are usually trained with a variant of the gradient.
based backpropagation method [29]. All training patterns
along with the expected outputs are fed into the network.
Afterwards the network error (the difference between the
actual and expected output) is backpropagated through the
network and used to compute the gradient of the network
error with respect to the weights. This gradient is then used
to update the weight values according to a specific rule (eg..
stochastic, momentum, etc.) [30].

22. Biomimetic Pattern Recognition. The “biomimetic”
emphasizes that the viewpoint of the function and mathe-
matical model of pattern recognition is the concept of
“cogition,” which is much closer to the function of human
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FiGure 2: The schematic diagram of the difference of B, RBF, and
BPR.

theorem of PHC is beyond this hypothesis. The traditional
pattern recognition is completely based on the separation of
different samples in feature space because of the consider-

ation that there is no a priori knowledge among the same
sample points. However, “Universal Relation” is the objective
law in nature, and it is followed by BPR, which makes full use
of the law to improve the cognitive abilites of things. Figure 2
shows the differences of the BPR and the traditional pattern
recognition.

In Figure 2, the circles represent the samples to be
recognized; the squares and triangles represent samples to be
distinguished from circles. These small signs represent an ide-
alized distribution of the sample points in feature space, and
the polygonal line denotes the classification boundaries of
traditional hacknranagation (RP) networks. hie circle denates
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CNN is composed of two main procedures, namely, forward
propagation and backpropagation [32, 33].

3.L1 Forward Propagation of CNN. Assuming that layer Iis a
convolution layer and layer I - 1 s a subsampling layer or an
input layer, the feature map j of layer lis calculated as follows:

gor(ggee) o

ieM;

Computational Intelligence and Neuroscience

squared-error function as the loss function E. For a multiclass
problem with N training examples, E can be given as

A2

denotes the I-th subsampling layer, and pool(-) is
pooling function which can be max-pooling, mean-pooling,
or stochastic-pooling. Each output map is given its own
multiplicative bias 8 and an additive bias b.

The procedure of forward propagation is composed of
convolution and pooling alternately, and for full connection
layer, all previous output maps are convoluted through each
convolution kernel in this layer.

3.1.2. Backpropagation of CNN. The training procedure of the
CNN is the same as BP model. In the following, we define a

where 8! is the sensitivity of convolution layer I + 1. The

additive bias is again the sum over the elements of the
sensitivity map and can be rewritten (10) as
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'NN. To obtain the optimal coverage, an adaptive method is
used to compute an appropriate coverage threshold for each
class.

3.1. CNN-Based Feature Extraction. A CNN architecture with
alternating convolutional and max-pooling layers is used
here. Each node in the output layer corresponds to one
character class. After CNN training, only the parameters of
the fully connected layer are left to extract the final feature
vector which will be fed to the BPR classifier. The CNN-
based feature extractor that is irrelevant to the number of the
character classes can be very compact. To extract the CNN-
based feature, network training is used first. The training of
CNN is composed of two main procedures, namely, forward
propagation and backpropagation [32, 33].

3.L1 Forward Propagation of CNN. Assuming that layer Iis a
convolution layer and layer I - 1 s a subsampling layer or an
input layer, the feature map j of layer lis calculated as follows:

gor(ggee) o

ieM;

Where M; represents a selection of Input maps, -+ indicates
the convolution computation; the essence of which is to
convolve the convolution kernel w on all the associated
feature maps of the layer ] — 1; then sum them, together with
the bias as the input of the activation function and finally get
the output of convolution layer I.

A pooling layer produces downsampled versions of the
input maps. If there are N input maps, then there will be
exactly N output maps, although the output maps will be
smaller. More formally,

X, = f (Bjpool (x") +1}), )

where X' denotes the I-th subsampling layer, and pool(") is
pooling function which can be max-pooling, mean-pooling,
or stochastic-pooling. Each output map is given its own
multiplicative bias 8 and an additive bias b.

The procedure of forward propagation is composed of
convolution and pooling alternately, and for full connection
layer, all previous output maps are convoluted through each
convolution kernel in this layer.

3.1.2. Backpropagation of CNN. The training procedure of the
CNN is the same as BP model. In the following, we define a
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squared-error function as the loss function E. For a multiclass
problem with N training examples, E can be given as

N

B =LYy

2 n=1

Lyn _on
Sle-yE. @

where n represents the n-th training example, t” is its label,
and y" is the output.

However, different from the single structure of BP, there
are differences in the training procedure for each layer of
CNN. Here, we briefly present how to train parameters and
compute the gradients for different types of layers.

(1) Convolution Layers. The backpropagation “error” through
the network can be considered as “sensitivity.” Assuming that
each convolution layer [ is followed by a subsampling layer I+
1, the residuals in the BP algorithm are equal to the weighted

where 8! is the sensitivity of convolution layer I + 1. The
additive bias is again the sum over the elements of the
sensitivity map and can be rewritten (10) as

OE
R AC a3

The multiplicative bias § involves the original down-
sampled map computed at the current layer during the
feedforward pass. To compute the parameter 3, we define

d; = down (x;). (149)

‘Then the gradient for f s given by

OoE
%y,
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